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Collabora,ve	  Filtering	  (CF)	  Review	  

•  What	  is	  Alice’s	  (a)	  ra,ng	  (R)	  for	  Jane	  Ayre	  (j)	  
movie?	  

Ra, j = ?
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Collabora,ve	  Filtering	  (CF)	  Review	  

Ra, j = va

Average	  ra(ng	  of	  Alice	  on	  all	  movies	  

Sherry	  Sahebi	   Advanced	  Recommender	  Systems	   5	  



Collabora,ve	  Filtering	  (CF)	  Review	  

Ra, j = va +α w(a,i)(vi , j −vi )
i=1

n

∑

Adjusted	  by	  similar	  people’s	  ra(ngs	  on	  Jane	  Ayre	  

Average	  ra,ng	  of	  Alice	  	  
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Collabora,ve	  Filtering	  (CF)	  Review	  

Ra, j = va +α w(a,i)(vi , j −vi )
i=1

n

∑

Adjusted	  by	  similar	  people’s	  ra,ngs	  on	  Jane	  Ayre	  

Average	  ra,ng	  of	  Alice	  so	  far	  

Similarity	  of	  Alice	  	  
to	  user	  i	  

How	  much	  does	  user	  i	  like	  
	  Jane	  Eyre	  more	  than	  	  

other	  movies?	  
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Collabora,ve	  Filtering	  (CF)	  Review	  

•  Predict	  user	  ra,ngs	  on	  items	  
•  Using	  the	  opinions	  of	  other	  (similar)	  people	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   ?	   ?	   5	   ?	  

U2	   ?	   ?	   ?	   ?	   4	  

U3	   3	   ?	   ?	   ?	   ?	  

U4	   4	   ?	   5	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
Look	  Similar!	  

Sherry	  Sahebi	   8	  Advanced	  Recommender	  Systems	  



Collabora,ve	  Filtering	  (CF)	  Review	  

•  Predict	  user	  ra,ngs	  on	  items	  
•  Using	  the	  opinions	  of	  other	  (similar)	  people	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   ?	   ?	   5	   ?	  

U2	   ?	   ?	   ?	   ?	   4	  

U3	   3	   ?	   ?	   ?	   ?	  

U4	   4	   4	   5	   1	   ?	  

U5	   4	   4	   4	   1	   ?	  
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More	  Advanced	  Approaches	  to	  CF	  

•  Dimensionality	  Reduc,on	  Algorithms	  
– Matrix	  Factoriza,on	  Methods	  such	  as	  Singular	  Value	  
Decomposi,on	  (SVD),	  SVD++,	  Factoriza,on	  Machines,	  
etc.	  

•  Probabilis,c	  Methods	  
–  Such	  as	  Latent	  Dirichlet	  Alloca,on	  (LDA),	  Author-‐Topic	  
Models,	  Gaussian	  Processes,	  etc. 	  	  

	  
•  Other	  Approaches	  such	  as	  Matrix	  Comple,on	  
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Outline	  

•  Overview	  of	  Collabora,ve	  Filtering	  (CF)	  
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Matrix	  Factoriza,on	  
•  Any	  familiar	  names?	  

–  SVD,	  PCA,	  matrix	  factoriza,on,	  spectral	  
decomposi,on,	  eigenvalue	  decomposi,on	  

•  Factorizing	  a	  matrix	  to	  products	  of	  lower	  
dimensional	  matrices	  
–  Represent	  a	  big	  matrix	  with	  two	  smaller	  matrices	  

•  Which	  one	  takes	  more	  memory:	  a	  10	  ×	  6	  matrix	  or	  a	  10	  ×	  3	  
matrix	  and	  a	  3	  ×	  6	  matrix?	  	  	  

–  Create	  a	  common	  latent	  space	  that	  captures	  the	  
similarity	  between	  features	  
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Factoriza,on	  Mostly	  Used	  in	  
Recommender	  Systems	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

R(m×n) = P(m×k )Q(k×n)

M1	   M2	   M3	   M4	   M5	  

U1	   5	   5	   1	   8	   3	  

U2	   5	   3	   2	   4	   5	  

U3	   0	   4	   0	   8	   0	  

U4	   10	   6	   5	   8	   12	  

U5	   5	   3	   1	   4	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  
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Matrix	  Factoriza,on	  Techniques	  

•  Recommenda,on	  Goal:	  to	  fill	  in	  the	  unknown	  
values	  of	  R	  
– consistent	  with	  the	  exis,ng	  ra,ngs	  in	  the	  matrix	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
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What	  does	  it	  mean	  “consistent”?	  

•  Some	  users	  are	  more	  similar	  to	  each	  other	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
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What	  does	  it	  mean	  “consistent”?	  

•  Items	  can	  also	  be	  similar	  to	  each	  other	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
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What	  does	  it	  mean	  “consistent”?	  

•  How	  about	  interac,on	  of	  users	  and	  items?	  
– There	  is	  a	  common	  factor	  (latent	  feature)	  
between	  “The	  Matrix”	  and	  “Incep,on”	  that	  users	  
either	  like	  them	  both	  or	  not	  like	  them	  at	  all.	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  Sherry	  Sahebi	   Advanced	  Recommender	  Systems	   17	  



What	  does	  it	  mean	  “consistent”?	  

•  number	  of	  factors	  <	  number	  of	  users	  	  
•  number	  of	  factors	  <	  number	  of	  items	  	  
(WHY?)	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
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Matrix	  Factoriza,on	  Techniques	  

•  Matrix	  Factoriza,on	  can	  be	  used	  to	  discover	  
interac,ons	  between	  users	  and	  items	  
– With	  help	  of	  latent	  features	  (factors)	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   2	   ?	   5	   2	  

U2	   3	   4	   ?	   ?	   4	  

U3	   3	   ?	   3	   ?	   4	  

U4	   4	   ?	   4	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  
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Matrix	  Factoriza,on	  Techniques	  

•  Discovering	  latent	  features	  -‐>	  predic,ng	  a	  
ra,ng	  of	  a	  certain	  user	  on	  a	  certain	  item	  
(WHY?)	  
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Some	  Math	  for	  Matrix	  Factoriza,on	  

•  A	  set	  U	  of	  m	  users,	  and	  a	  set	  D	  of	  n	  items	  
•  	  R	  of	  size	  m	  ×	  n:	  the	  ra,ng	  matrix	  
•  We	  want	  to	  discover	  k	  latent	  factors	  
•  Goal:	  to	  find	  two	  matrices	  Pm×k	  and	  Qn×k	  such	  
that	  their	  product	  approximates	  R	  

R ≈ PQT = R̂
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Some	  Math	  for	  Matrix	  Factoriza,on	  

•  P:	  the	  strength	  of	  the	  associa,ons	  between	  a	  
user	  and	  the	  features	  

•  Q:	  the	  strength	  of	  the	  associa,ons	  between	  
an	  item	  and	  the	  features.	  

R ≈ PQT = R̂
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How	  to	  predict	  user	  ra,ngs?	  

•  To	  get	  the	  predic,on	  of	  a	  ra,ng	  of	  an	  
item	  dj	  by	  user	  ui	  	  

R ≈ PQT

r̂ij = pi
Tq j = piKqKj

K=1

k

∑
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Example	  

•  What	  is	  the	  ra,ng	  of	  user	  U2	  on	  movie	  M4?	  	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   ?	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  

r̂ij = pi
Tq j = piKqKj

K=1

k

∑
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Example	  

•  What	  is	  the	  ra,ng	  of	  user	  U2	  on	  movie	  M4?	  	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   ?	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  
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Example	  

•  What	  is	  the	  ra,ng	  of	  user	  U2	  on	  movie	  M4?	  	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   ?	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  
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Example	  

1	   1	   0	  r̂ij = pi
Tq j = piKqKj

K=1

k

∑

r̂2,4 = p2
Tq4 = p2KqK 4

K=1

3

∑

= p2,1q1,4 + p2,2q2,4 + p2,3q3,4
=1× 4+1×0+0× 2
= 4

P2:	  

4	   0	   2	  Q4:	  

•  What	  is	  the	  ra,ng	  of	  user	  U2	  on	  movie	  M4?	  	  
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Example	  

•  What	  is	  the	  ra,ng	  of	  user	  U2	  on	  movie	  M4?	  	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   4	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  
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Ac,vity	  

•  What	  is	  the	  ra,ng	  of	  user	  U3	  on	  movie	  M2?	  	  

5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   ?	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  

r̂ij = pi
Tq j = piKqKj

K=1

k

∑
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Ac,vity	  
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5	   3	   1	   4	   3	  

0	   0	   1	   0	   2	  

0	   1	   0	   2	   0	  

M1	   M2	   M3	   M4	   M5	  

U1	   ?	   5	   1	   8	   3	  

U2	   5	   3	   2	   ?	   5	  

U3	   0	   ?	   0	   8	   0	  

U4	   ?	   6	   5	   ?	   ?	  

U5	   5	   3	   1	   ?	   3	  

1	   0	   2	  

1	   1	   0	  

0	   0	   4	  

2	   3	   0	  

1	   0	   0	  

=	   ×	  

U
se
rs
	  

Items	  (Movies)	  

U
se
rs
	  

Fa
ct
or
s	  

Factors	   Items	  (Movies)	  

R	   P	   QT	  

r̂ij = pi
Tq j = piKqKj

K=1

k

∑

r̂2,4 = 0×3+0×0+ 4×1= 4



How	  to	  obtain	  P	  and	  Q?	  

•  One	  way:	  Gradient	  Descent	  method	  
–  Ini,alize	  the	  two	  P	  and	  Q	  matrices	  with	  some	  
values	  

– Calculate	  how	  `different’	  their	  product	  is	  to	  R	  	  
– Try	  to	  minimize	  this	  difference	  itera,vely	  

•  Difference:	  error	  between	  the	  es,mated	  
ra,ng	  (	  	  )	  and	  the	  real	  ra,ng	  (r)	  r̂
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How	  to	  calculate	  the	  error?	  

•  The	  common	  error	  calcula,on	  for	  each	  user-‐
item	  pair:	  

•  Why	  do	  we	  use	  squared	  error?	  

eij
2 = (rij − r̂ij )

2 = (rij − piKqKj )
2

K=1

k

∑
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How	  to	  obtain	  P	  and	  Q?	  (Cont’d)	  

•  We	  should	  minimize	  the	  error	  in	  each	  
itera,on	  
– Which	  direc,on	  to	  go?	  

•  Increase	  the	  values	  or	  decrease	  them?	  

– How	  much	  to	  go?	  

•  Decide	  based	  on	  the	  gradient	  at	  the	  current	  
values	  
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Gradient	  Descent	  	  

The	  Minimum	  

We	  are	  here	  

Er
ro
r	  

p	  
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Gradient	  Descent	  	  

The	  Minimum	  

Slope	  of	  Tangent	  
=	  Gradient	  
	  
Here:	  gradient	  >	  0	  	  
	  	  

Er
ro
r	  

p	  
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Gradient	  Descent	  	  

The	  Minimum	  

Move	  towards	  nega,ve	  of	  gradient	  	  
Move	  towards	  smaller	  p	  with	  constant	  jump	  α	  	  
Have	  less	  error	  
Get	  closer	  to	  minimum	  error	  

Er
ro
r	  

p	  α	  
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eij
2 = (rij − r̂ij )

2 = (rij − piKqKj )
2

K=1

k

∑

How	  to	  obtain	  P	  and	  Q?	  (Cont’d)	  

•  Differen,ate	  the	  error	  based	  on	  p	  and	  q	  

•  Update	  p	  and	  q	  values	  	  

∂
∂pik

eij
2 = −2(rij − r̂ij )(qkj ) = −2eijqkj

∂
∂qik

eij
2 = −2(rij − r̂ij )(pik ) = −2eijpik

!pik = pik −α
∂
∂pik

eij
2 = pik − 2αeijqkj

!qkj = qkj −α
∂
∂qkj

eij
2 = qkj − 2αeijpik
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The	  final	  Algorithm	  
1.  Ini,alize	  the	  two	  P	  and	  Q	  matrices	  with	  random	  values	  
2.  Calculate	  the	  total	  error	  of	  observed	  data	  

3.  If	  reached	  the	  stop	  criterion	  
–  Stop	  

4.  Otherwise	  
–  Update	  P	  and	  Q	  values	  and	  return	  to	  step	  2	  

E = eij
2

ui ,d j ,ri , j

∑ = (rij − piKqKj )
2

K=1

k

∑
ui ,d j ,ri , j

∑

!pik = pik −α
∂
∂pik

eij
2 = pik − 2αeijqkj

!qkj = qkj −α
∂
∂qkj

eij
2 = qkj − 2αeijpik
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Note	  

•  We	  should	  give	  the	  number	  of	  latent	  features	  
(k)	  as	  an	  input	  to	  the	  algorithm.	  
– Usually	  found	  by	  cross-‐valida,on	  over	  evalua,on	  
dataset	  
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The	  final	  Algorithm	  -‐	  Problems	  

•  Can	  over-‐fit	  
– Not	  generalizable	  enough	  

•  Does	  not	  consider	  user	  and	  item	  biases	  
– Alice	  is	  picky:	  always	  rates	  lower	  than	  other	  users	  
– The	  Godfather	  is	  a	  good	  movie:	  average	  ra,ng	  is	  
higher	  than	  other	  movies	  

– Most	  of	  the	  ra,ngs	  are	  3	  or	  higher	  in	  our	  data	  
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The	  final	  Algorithm	  -‐	  Solu,ons	  

•  Can	  over-‐fit	  
– Not	  generalizable	  enough	  
– Solu,on:	  Regularize	  the	  error	  

•  Does	  not	  consider	  user	  and	  item	  biases	  
– Alice	  is	  picky:	  always	  rates	  lower	  than	  other	  users	  
– The	  Godfather	  is	  a	  good	  movie:	  average	  ra,ng	  is	  
higher	  than	  other	  movies	  

– Most	  of	  the	  ra,ngs	  are	  3	  or	  higher	  in	  our	  data	  
– Solu,on:	  consider	  bias	  to	  es,mated	  ra,ng	  
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Regulariza,on	  

•  To	  avoid	  overfiqng	  
•  Add	  some	  factors	  to	  the	  error	  to	  control	  the	  
values	  of	  P	  and	  Q	  
– Only	  allow	  some	  important	  factors	  to	  have	  value	  
bigger	  than	  zero	  
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Adding	  Biases	  

•  Include	  user	  and	  item	  biases	  in	  es,mated	  
ra,ng	  
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eij
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2
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2 −bu
2)
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Outline	  

•  Overview	  of	  Collabora,ve	  Filtering	  (CF)	  

•  Advanced	  Approaches	  to	  CF	  
– Matrix	  Factoriza,on	  Techniques	  
– Probabilis,c	  Approaches	  

•  Cross-‐domain	  Recommenders	  
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Probabilis,c	  Methods	  -‐	  LDA	  

•  Origin	  from	  informa,on	  retrieval	  

•  Each	  document	  consists	  of	  mul,ple	  topics	  and	  
each	  word	  in	  the	  document	  represents	  one	  of	  
those	  topics	  
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LDA-‐An	  Example	  
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LDA-‐An	  Example	  

•  Suppose	  we	  have	  these	  sentences	  
–  I	  like	  to	  eat	  broccoli	  and	  bananas.	  
–  I	  ate	  a	  banana	  and	  spinach	  smoothie	  for	  
breakfast.	  

– Chinchillas	  and	  ki=ens	  are	  cute.	  
– My	  sister	  adopted	  a	  ki=en	  yesterday.	  
– Look	  at	  this	  cute	  hamster	  munching	  on	  a	  piece	  of	  
broccoli.	  

•  We	  want	  to	  discover	  2	  topics	  for	  them.	  
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LDA-‐An	  Example	  

1.  I	  like	  to	  eat	  broccoli	  and	  bananas.	  
2.  I	  ate	  a	  banana	  and	  spinach	  smoothie	  for	  breakfast.	  
3.  Chinchillas	  and	  ki=ens	  are	  cute.	  
4.  My	  sister	  adopted	  a	  ki=en	  yesterday.	  
5.  Look	  at	  this	  cute	  hamster	  munching	  on	  a	  piece	  of	  broccoli.	  
	  
•  Sentences	  1	  and	  2:	  100%	  Topic	  A	  
•  Sentences	  3	  and	  4:	  100%	  Topic	  B	  
•  Sentence	  5:	  60%	  Topic	  A,	  40%	  Topic	  B	  
•  Topic	  A:	  30%	  broccoli,	  15%	  bananas,	  10%	  breakfast,	  10%	  munching,	  …	  (at	  

which	  point,	  you	  could	  interpret	  topic	  A	  to	  be	  about	  food)	  
•  Topic	  B:	  20%	  chinchillas,	  20%	  ki=ens,	  20%	  cute,	  15%	  hamster,	  …	  (at	  which	  

point,	  you	  could	  interpret	  topic	  B	  to	  be	  about	  cute	  animals)	  
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How	  does	  LDA	  do	  that?	  

•  Consider	  a	  machine	  that	  represents	  
documents	  as	  mixtures	  of	  topics	  that	  spit	  out	  
words	  with	  certain	  probabili,es	  
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How	  does	  LDA	  do	  that?	  (Cont’d)	  
– Decide	  on	  the	  number	  of	  words	  N	  the	  document	  will	  
have	  (say,	  according	  to	  a	  Poisson	  distribu,on).	  

–  Choose	  a	  topic	  mixture	  for	  the	  document	  (according	  
to	  a	  Dirichlet	  distribu,on	  over	  a	  fixed	  set	  of	  K	  topics).	  	  

•  E.g.	  choose	  the	  document	  to	  consist	  of	  1/3	  food	  and	  2/3	  
cute	  animals.	  

– Generate	  each	  word	  wi	  in	  the	  document	  by:	  
•  First	  picking	  a	  topic	  (according	  to	  the	  distribu,on	  that	  you	  
sampled	  above;	  e.g.	  pick	  the	  food	  topic	  with	  1/3	  
probability).	  

•  Using	  the	  topic	  to	  generate	  the	  word	  itself	  (according	  to	  the	  
topic’s	  mul,nomial	  distribu,on).	  E.g.	  generate	  the	  word	  
“broccoli”	  with	  30%	  probability	  
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How	  is	  LDA	  related	  to	  recommender	  
system?	  

•  CF	  Analogy:	  Each	  user	  is	  interested	  in	  mul,ple	  
topics	  and	  each	  item	  in	  user	  profile	  represents	  
one	  of	  those	  topics	  
– Alice	  is	  interested	  in	  crime	  and	  drama	  
–  	  “The	  God	  Father”	  is	  50%	  crime	  and	  50%	  drama	  
– “Casablanca”	  is	  40%	  drama,	  30%	  war,	  and	  30%	  
romance	  

– Alice	  likes	  “The	  God	  Father”,	  and	  “Casablanca”	  
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Graphical	  Representa,on	  of	  LDA	  
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Item	  (movie/book)	  
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of	  User	  
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Topics	  Dist.	  for	  an	  
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Topics	  Dist.	  for	  
Items	  
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Graphical	  Representa,on	  of	  LDA	  

•  Draw	  topic/category	  propor,ons:	  Dirichlet(α)	  
•  Category:	  Genre	  for	  movies,	  topic	  for	  books,	  …	  
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Graphical	  Representa,on	  of	  LDA	  

•  For	  each	  user:	  
– Draw	  a	  topic/category	  z	  for	  user	  from	  its	  own	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  
distribu,on	  	  	  	  θ	  over	  topics:	  Mult(θj)	  
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Graphical	  Representa,on	  of	  LDA	  

•  Draw	  an	  item:	  Mult(zjn,βzjn)	  
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Probabilis,c	  Methods	  -‐	  LDA	  
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How	  to	  Learn	  Parameters?	  

•  Collapsed	  Gibbs	  sampling	  
•  Go	  through	  each	  document,	  and	  randomly	  assign	  each	  
word	  in	  the	  document	  to	  one	  of	  the	  K	  topics.	  

•  To	  improve	  on	  topic	  assignments,	  for	  each	  document	  d	  	  
–  Go	  through	  each	  word	  w	  in	  d	  (assume	  that	  all	  topic	  
assignments	  except	  for	  the	  current	  word	  are	  correct)	  

•  for	  each	  topic	  t,	  compute:	  	  
–  1)	  p(topic	  t	  |	  document	  d)	  and	  	  
–  2)	  p(word	  w	  |	  topic	  t).	  	  
–  Reassign	  w	  a	  new	  topic	  (topic	  t	  with	  probability	  p(topic	  t	  |	  document	  d)	  *	  

p(word	  w	  |	  topic	  t)	  

–  Repeat	  the	  previous	  step	  ,ll	  you	  reach	  a	  stable	  assignment	  
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Note	  

•  We	  should	  give	  the	  number	  of	  topics	  as	  an	  
input	  to	  the	  algorithm.	  
– Usually	  found	  by	  cross-‐valida,on	  over	  evalua,on	  
dataset	  
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Outline	  

•  Overview	  of	  Collabora,ve	  Filtering	  (CF)	  

•  Advanced	  Approaches	  to	  CF	  
– Matrix	  Factoriza,on	  Techniques	  
– Probabilis,c	  Approaches	  

•  Cross-‐domain	  Recommenders	  
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Cross-‐Domain	  Recommender	  Systems	  

•  Current	  research	  studies	  on	  recommender	  
systems:	  single-‐domain	  recommenda,ons	  

•  Commercial	  systems	  such	  as	  Amazon,	  Google	  
Play:	  more	  than	  one	  domain	  of	  items:	  books,	  
movies,	  perfumes,	  etc.	  

•  Cross-‐Domain	  Recommenda,ons:	  Item	  
recommenda,ons	  in	  a	  mul,-‐domain	  
environment	  
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Cross-‐Domain	  Recommender	  Systems	  

•  How	  can	  cross-‐domain	  recommenders	  help?	  
– provide	  the	  rela,onship	  between	  two	  sets	  of	  
items	  from	  various	  domains.	  

– provide	  extra	  informa,on	  about	  the	  new	  users	  of	  
a	  target	  domain	  (targe,ng	  the	  cold-‐start	  problem)	  

–  Increase	  serendipity	  and	  novelty	  in	  results	  
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Cross-‐Domain	  Recommender	  Systems-‐
Domain	  

•  types	  of	  items	  (e.g.	  movies	  vs.	  books)	  or	  groups	  of	  similar	  
items	  with	  common	  characteris,cs	  (e.g.	  movies	  vs.	  TV	  
shows) 	  	  

•  system	  domains:	  different	  datasets	  upon	  which	  the	  
recommender	  systems	  are	  built	  

•  data	  domains:	  different	  representa,ons	  of	  user	  
preferences,	  which	  can	  be	  implicit	  (e.g.	  clicks,	  purchases)	  or	  
explicit	  (e.g.	  ra,ngs)	  

•  temporal	  domains:	  subsets	  in	  which	  a	  dataset	  is	  split	  based	  
on	  ,mestamps	  
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Cross-‐Domain	  Recommender	  Systems-‐
Task	  

•  UA,	  UB:	  sets	  of	  users	  in	  domains	  A	  and	  B	  
•  JA,	  JB:	  sets	  of	  items	  with	  “characteris,cs”	  (user	  
preferences	  and	  item	  a=ributes)	  in	  the	  domains	  
A	  and	  B	  

•  Exploit	  knowledge	  about	  users	  and	  items	  in	  the	  
source	  domain	  A	  for	  improving	  the	  quality	  of	  the	  
recommenda(ons	  for	  items	  in	  the	  target	  domain	  
B	  

•  Making	  joint	  recommenda(ons	  for	  items	  
belonging	  to	  different	  domains,	  i.e.,	  sugges,ng	  
items	  in	  JA	  U	  JB	  to	  users	  in	  UA	  U	  UB.	  
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Cross-‐Domain	  Recommender	  Systems-‐
Types	  of	  Explicit	  Rela,ons	  

•  No	  overlap	  

•  User	  overlap	  

•  Item	  overlap	  

•  Full	  overlap	  
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Cross-‐Domain	  Recommender	  Systems-‐
Types	  of	  Explicit	  Rela,ons	  

•  Content-‐based	  rela,ons	  
–  Both	  item	  and	  user	  content	  is	  described	  as	  a	  set	  of	  
features	  F	  =	  {F1,	  F2,…,	  Fn}	  (content,	  tags,	  etc)	  

–  an	  overlap	  between	  the	  domains	  A	  and	  B	  occurs	  when	  

•  Collabora,ve	  Filtering-‐based	  rela,ons	  
–  Building	  joint	  matrices	  to	  achieve	  rela,ons	  between	  
items	  and	  users	  

•  Other	  rela,ons	  
– Other	  features	  such	  as	  ,me,	  user	  mood,	  etc.	  
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Cross-‐Domain	  Recommender	  Systems-‐	  
Collabora,ve	  Filtering-‐based	  rela,ons	  
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Cross-‐Domain	  Recommender	  Systems	  
-‐	  techniques	  

•  integra,ng	  and	  exploi,ng	  explicit	  user	  
preferences	  distributed	  in	  various	  systems	  

•  recording	  user	  behavior	  and	  ac,ons	  aiming	  to	  
learn	  user	  preferences,	  and	  use	  them	  for	  
genera,ng	  joint	  recommenda,ons	  on	  
mul,ple	  domains	  

•  combining	  recommenda,ons	  from	  different	  
domains	  to	  build	  a	  single	  system	  
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Cross-‐Domain	  Recommender	  Systems	  
-‐	  techniques	  

•  adap,ve	  models:	  exploit	  informa,on	  from	  a	  
source	  domain	  to	  make	  recommenda,ons	  in	  a	  
target	  domain	  	  

•  collec,ve	  models:	  are	  built	  with	  data	  from	  
several	  domains	  and	  poten,ally	  can	  make	  
joint	  recommenda,ons	  for	  such	  domains	  
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Cross-‐Domain	  Recommender	  Systems	  
-‐	  evalua,on	  

•  Methods	  
– varying	  the	  sparsity	  level	  in	  the	  data	  
– varying	  the	  degree	  of	  overlap	  between	  domains	  

•  Measures	  
– Ra,ng-‐based:	  MAE	  and	  RMSE	  
– Ranking-‐based:	  Precision,	  Mean	  Reciprocal	  Rank,	  
F-‐measure,	  etc.	  

– novelty	  and	  diversity	  metrics	  
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•  Do	  you	  want	  to	  have	  a	  project	  in	  cross-‐domain	  
recommender	  systems?	  Email	  me:	  
	   	   	   	   	  sahebi@cs.pi=.edu	  
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Collabora,ve	  Filtering	  (CF)	  Review	  

•  Pa,j:	  Predicted	  ra,ng	  of	  user	  a	  on	  item	  j	  
•  Va:	  Average	  ra,ng	  of	  user	  a	  
•  Vi,j:	  Ra,ng	  of	  user	  i	  on	  item	  j	  
•  W(a,i):	  Similarity	  between	  users	  a	  and	  i	  

Pa, j = va +α w(a, i)(vi, j − vi )
i=1

n

∑
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Dimensionality	  Reduc,on	  Algorithms	  -‐	  
SVD	  

•  Map	  item	  space	  to	  a	  smaller	  number	  of	  
underlying	  “dimensions”	  

•  Building	  a	  new	  orthogonal	  space	  based	  on	  the	  
old	  space	  dimensions	  	  

	  	  

Item	  x	  

Item	  y	  γx + δy  

User	  rating	  on	  
Items	  
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Dimensionality	  Reduc,on	  Algorithms	  -‐	  
SVD	  

•  Groups	  items	  into	  similar	  sets	  
•  Decomposes	  the	  ra,ng	  matrix	  into	  3	  matrices:	  

Item	  x	  

Item	  y	  γx + δy  

User	  rating	  on	  
Items	  
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R(m×n) = P(m×k )V(k×k )Q(k×n)

Ra,ng	  
Matrix	  

User	  Matrix	  in	  
Latent	  Space	  	   Item	  Matrix	  in	  

Latent	  Space	  	  

Latent	  
Space	  
Factors	  

Advanced	  Recommender	  Systems	  



Dimensionality	  Reduc,on	  Algorithms	  -‐	  
SVD	  
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M1	   M2	   M3	   M4	   M5	  

U1	   ?	   ?	   ?	   5	   ?	  

U2	   ?	   ?	   ?	   ?	   4	  

U3	   3	   ?	   ?	   ?	   ?	  

U4	   4	   ?	   5	   1	   ?	  

U5	   ?	   4	   4	   1	   ?	  

L1 L2 L3 
U1 -0.1 -0.9 0.3 
U2 0 0 0 
U3  -0.1 0.2 0.4 
U4 -0.7 0.2 0.3 

U5 -0.5 -0.5 -0.7 

R	  

P	  

M1	   M2	   M3	   M4	   M5	  

L1	   -‐0.4	   0.3	   0.6	   0	   0.4	  

L2	   -‐0.2	   -‐0.1	   -‐0.6	   0	   0.6	  

L3	   -‐0.7	   0.1	   -‐0.2	   0	   -‐0.5	  
	  

Q	  
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Dimensionality	  Reduc,on	  Algorithms	  -‐	  
SVD	  

•  Gives	  user-‐factors	  vector	  (pu)	  and	  item-‐factors	  
vector	  (qi)	  
– bu	  and	  bi:	  the	  observed	  devia,ons	  of	  user	  u	  and	  
item	  i,	  respec,vely,	  from	  the	  average	  

– μ:	  Overall	  	  
average	  ra,ng	  
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Item	  y	  γx + δy  

User	  rating	  on	  
Items	  

rui = µ +bu +bi + pu
Tqi
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